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Аннотация: Несколько десятилетий в области интеллектуального анализа данных в 
образовании (EDM) прогнозирование успеваемости остаётся одной из самых популярных 
и обсуждаемых на международном уровне исследовательских тем. В частности, интел-
лектуальный анализ данных используется для прогнозирования таких образовательных 
результатов, как успеваемость, удержание, успех, удовлетворённость, достижения и про-
цент отсева. В управленческой практике высших учебных заведений на основе оперативного 
прогноза разрабатываются и реализуются меры поддержки тех студентов, которые по-
падают в группу риска.

Наше исследование направлено на обоснование модели прогнозирования досрочного вы-
бытия студентов с использованием искусственной нейронной сети и анализ предикторов, 
повышающих точность прогнозировании успешного окончания российского университета. 
Эта работа позволит расширить международную практику компаративных исследований 
в высшем образовании.

В работе подтверждены уже существующие гипотезы о влиянии ряда факторов на про-
гнозирование академической успеваемости и выдвинуто предположение о необходимости 
проверки их универсальности или специфичности в конкретном высшем учебном заведении. 
Мы также доказали, что модель искусственной нейронной сети с определённым набором 
атрибутов может применяться в контексте отдельного высшего учебного заведения, неза-
висимо от специализации. Для определения потенциальной группы риска учащихся исполь-
зуется модель прогнозирования бинарной классификации. Общая точность прогноза ней-
ронной сети с комбинированными данными достигает 88%. Для данной модели нейронной 
сети базовыми предикторами, влияющими на точность прогноза, являются совокупный 
средний уровень успеваемости (CGPA) и год поступления в университет.
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Abstract. For several decades in the field of data mining in education (EDM), predictive learning 
has remained one of the most popular and internationally discussed research topics. Specifically, 
data mining is used to predict educational outcomes such as academic performance, retention, suc-
cess, satisfaction, achievement and dropout rates. In the management practice of higher education 
institutions, on the basis of an operational forecast, measures are developed and implemented to 
support those students who fall into the risk group.

Our study is aimed at substantiating a model for predicting the early departure of students using 
an artificial neural network and analyzing predictors that increase the accuracy of predicting suc-
cessful graduation from a Russian university. This work will expand the international practice of 
comparative research in higher education.

The paper confirms the already existing hypotheses about the influence of a number of factors on 
the prediction of academic performance and suggests the need to test their universality or specific-
ity in a particular institution of higher education. We also proved that an artificial neural network 
model with a certain set of attributes can be applied in the context of a single higher education 
institution, regardless of specialization. To determine the potential risk group of students, a binary 
classification prediction model is used. The overall prediction accuracy of a neural network with 
combined data reaches 88%. For this neural network model, the basic predictors that affect the 
accuracy of the forecast are the cumulative average level of achievement (CGPA) and the year of 
admission to the university.

Keywords: educational analytics, student dropout factors, data mining, artificial neural net-
works, forecasting
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Введение
С 2020 года искусственный интеллект в 

образовании (AIEd) экспертами междуна-
родного консорциума New Media опреде-
ляется в качестве одной из ключевых тех-
нологических тенденций в сфере высшего 
образования1. Об этом свидетельствует 
достаточно высокий уровень научной пу-
бликационной активности в области ис-
следования потенциальных возможностей 
применения искусственного интеллекта в 
высшем образовании, который сконцентри-
рован на четырёх основных направлениях: 
а) адаптивные системы и персонализация, 
б) оценка, в) профилирование и прогнози-
рование, г) интеллектуальные обучающие 
системы (ITS) [1]. 

Активное использование приложений 
AIEd для сбора, интерпретации и понимания 
больших систем образовательных данных 
является неотъемлемой частью интеллек-
туального анализа данных в образовании 
(EDM). Его практическое применение на-
правлено на выявление скрытых закономер-
ностей, которые необходимо учитывать в 
принятии стратегических решений на основе 
данных [2; 3]. Несколько десятилетий про-
гнозирование успеваемости остаётся одной 
из самых популярных и обсуждаемых ис-
следовательских тем в области интеллекту-
ального анализа данных. В частности, EDM 
используется для прогнозирования таких 
образовательных результатов, как успева-
емость, удержание, успех, удовлетворён-
ность, достижения и процент отсева [4]. В 
управленческой практике на основе опера-
тивного прогноза разрабатываются и реа-
лизуются меры поддержки тех студентов, 
которые попадают в группу риска [1].

В России интеллектуальный анализ об-
разовательных данных только начинает раз-
виваться как отдельное направление. Среди 

1 2020 EDUCAUSE Horizon Report // Teaching and 
Learning Edition. URL: https://library.educause.
edu/resources/2020/3/2020-educause-horizon-
report-teaching-and-learning-edition (дата обра-
щения: 18.07.2022).

причин можно выделить: медленные тем-
пы развития онлайн-обучения, отсутствие 
большого массива образовательных данных, 
отсутствие практики принятия администра-
тивных и педагогических решений на основе 
данных, ограниченное применением AIEd. 

Эти причины оказывают прямое влияние 
на незначительно количество институцио-
нальных исследований российского высшего 
образования в области интеллектуального 
анализа данных, модели которого использу-
ются в качестве основы для автоматической 
адаптации, проводимой компьютерной си-
стемой [5]. Ещё одной причиной отсутствия 
интереса российских исследователей к раз-
работке моделей прогнозирования с исполь-
зованием методов AIEd может являться низ-
кий, по сравнению с североамериканскими 
и европейскими университетами, уровень 
выбытия студентов из российских высших 
учебных заведений – 22% [6].

Есть ряд содержательных российских ис-
следований с применением статистических 
алгоритмов, в которых анализируются связи 
между различными факторами и их влияние 
на успеваемость и удержание [6–11]. Однако 
данные по российскому высшему образова-
нию практически не представлены в между-
народном исследовательском поле, что ос-
ложняет развитие кросскультурных (ком-
паративных) исследований, которые путём 
сравнения могут выявить общие и особенные 
тенденции в развитии национальных систем 
высшего образования.

Исследовательская работа, результаты 
которой представлены в данной статье, на-
правлена на разработку модели прогнози-
рования досрочного выбытия студентов с 
использованием искусственной нейронной 
сети и анализ предикторов, повышающих 
точность прогнозировании успешного окон-
чания студентами российских высших учеб-
ных заведений. 

В работе для обучения и тестирования 
нейронной сети были использованы данные 
выпускников и досрочно выбывших сту-
дентов Казанского (Приволжского) феде-
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рального университета за четыре полных 
цикла обучения в университете: 2012–2016, 
2013–2017, 2014–2018, 2015–2019. Для опре-
деления потенциальной группы риска среди 
обучающихся нами была использована мо-
дель прогнозирования бинарной классифи-
кации. Общая точность прогноза нейронной 
сети с комбинированными данными соста-
вила 88%. Для данной модели нейронной 
сети базовыми предикторами, влияющими 
на точность прогноза, являются совокупный 
средний уровень успеваемости (CGPA) и год 
поступления в университет.

В нашем исследовании нашли подтверж-
дение уже существующие гипотезы о влия-
нии ряда факторов на прогнозирование ака-
демической успеваемости и было выдвинуто 
предположение о необходимости проверки 
их универсальности или специфичности в 
конкретном высшем учебном заведении. Мы 
также доказали, что модель искусственной 
нейронной сети с определённым набором 
атрибутов может применяться в контексте 
отдельного высшего учебного заведения, не-
зависимо от специализации. 

Прогностическое моделирование  
в высшем образовании с использованием 
искусственных нейронных сетей (обзор)
Систематический обзор научной публи-

кационной активности показывает явно ра-
стущее количество исследований в области 
прогнозирования успеваемости, а также 
растущее разнообразие используемых алго-
ритмов машинного обучения [12]. Исследо-
вания в этой области направлены на выявле-
ние функций, которые можно использовать 
для прогнозирования, на определение алго-
ритмов, которые могут улучшить прогнозы, 
и на количественную оценку аспектов успе-
ваемости студентов. В большинстве иссле-
дований изучается общая точность, чувстви-
тельность и прецизионность моделей. 

Одним из эффективных алгоритмов, при-
меняемых в области анализа данных в обра-
зовании, в аналитических обзорах методов 
машинного обучения признаны нейронные 

сети [13]. В качестве основы для постро-
ения прогностической модели нами были 
использованы полносвязные трёхслойные 
нейронные сети с прямыми связями. По 
сути, большая часть исследований основана 
на классической архитектуре искусственной 
нейронной сети с прямыми связями, с одним 
или двумя скрытыми слоями. Полносвязная 
нейронная сеть с 11 входными переменными, 
двумя слоями скрытых нейронов и одним 
выходным слоем достигла точности прогно-
зирования 84,8% в задаче прогнозирования 
успеваемости учащихся [14]. В ещё одной 
работе [15] представлен нейросетевой под-
ход для прогнозирования досрочного вы-
бытия учащихся или удлинения периода их 
обучения на основе девяти категориальных 
и числовых входных переменных (рейтинг 
средней школы, качество средней школы, 
стандартизованные результаты тестов (по 
математике и английскому языку), оцен-
ки преподавателей средней школы, оценка 
внеклассной деятельности, уровень образо-
вания отца, уровень образования матери и 
время, прошедшее после окончания средней 
школы). Нейронная сеть с прямой связью с 
50 скрытыми нейронами и функциями акти-
вации скрытых нейронов с гиперболическим 
тангенсом смогла точно предсказать успеш-
ность выпуска и достигла лучших показате-
лей с точностью классификации, превышаю-
щей 95%. 

С помощью нейронной сети с прямой 
связью исследовалась сложная нелинейная 
связь между когнитивными и психологиче-
скими переменными, влияющими на акаде-
мическую успеваемость учащихся средней 
школы [16]. Интересный подход с исполь-
зованием метода переноса обучения пред-
ложен для задачи прогнозирования успева-
емости студентов на курсах бакалавриата 
[17]. Авторы использовали метод переноса 
обучения для обучения глубокой нейронной 
сети на наборе данных прошлого курса и по-
вторно использовали его в качестве отправ-
ной точки для дообучения на наборе данных 
нового связанного курса.
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Исследователем из Саудовской Аравии 
Х.А. Менгашем были разработаны четыре 
модели прогнозирования с использовани-
ем четырёх хорошо известных методов ин-
теллектуального анализа данных (искус-
ственная нейронная сеть, дерево решений, 
метод опорных векторов и наивный байе-
совский метод) для прогнозирования успе-
ваемости абитуриентов перед их приёмом 
[18]. В этом сравнительном исследовании 
модель на основе искусственных нейрон-
ных сетей достигла уровня точности около 
79,22%. Автор также отмечает, что после 
применения новой системы вступитель-
ного отбора, основанного на результатах 
этого исследования, количество студентов, 
получивших отличные или очень хорошие 
оценки за первый год обучения, увеличи-
лось на 31%. 

В российской научно-исследовательской 
среде также возрастает интерес к прогно-
стическому моделированию академической 
успеваемости с использованием нейронных 
сетей [19; 20]. В 2020 году в Екатеринбурге 
состоялась Международная научно-практи-
ческая конференция «Цифровизация обра-
зования: история, тенденции и перспективы 
DETP 2020», в рамках которой обсуждались 
практики российских исследователей по 
применению нейронных сетей для обработ-
ки образовательных данных [21–23; 32]. 

Стоит отметить, что в последние годы 
наметилась тенденция перехода от разра-
ботки моделей прогнозирования успеш-
ности студентов, не зависящих от конкрет-
ного учебного контекста, к исследованиям 
по прогнозированию результатов по одной 
дисциплине или курсу [24]. В первом случае 
исследователи получали несогласованные и 
противоречивые результаты при переносе 
моделей с одного курса на другой, во вто-
ром – ограничение возможности обобщения 
результатов. И в том, и в другом случае ста-
новится актуальной проблема переноса мо-
делей прогнозирования в разные контексты 
и создания унифицированной модели, под-
ходящей для тиражирования.

Предикторы академической  
успеваемости, выявленные с 

использованием статистических методов  
и методов машинного обучения (обзор)
Теоретические концепты о факторах до-

срочного выбытия студентов формирова-
лись в рамках психологии образования и 
социологии образования. Среди основных 
концепций нужно упомянуть теорию куль-
турного капитала Й. Бергера, культурную 
теорию Г. Ку и П. Лава, теорию интеграции 
В. Тинто [6], модель саморегулируемого 
обучения Ф. Винна и Э. Хэдвин [4]. Теоре-
тические модели устойчивых паттернов по-
ведения студентов учитывают внутренние 
и внешние условия регуляция обучения и, 
следовательно, успеваемости. К внутрен-
ним относятся социально-психологические 
характеристики студентов, к внешним – 
образовательная среда (инфраструктура, 
кадры, академическая культура, образо-
вательная политика) [25–29]. Среди часто 
упоминаемых факторов, влияющих на про-
гноз академической успеваемости учащихся, 
указываются предыдущие академические 
достижения, демографические характери-
стики учащихся, активность электронного 
обучения, психологические характеристики 
и окружающая среда [4]. 

Однако в области интеллектуального 
анализа данных в образовании до сих пор 
остаются дискуссионными вопросы о мето-
дах обработки данных, релевантных для по-
строения прогностических моделей, о вза-
имосвязях факторов, которые определяют 
учебную производительность. В частности, 
ряд исследователей утверждают, что комби-
нированные (демографические и институци-
ональные) данные дают лучшие результаты, 
чем данные из одной категории [4]. Их оп-
поненты указывают на то, что ограничение 
данных, используемых для классификатора, 
может дать лучшие результаты даже при 
меньшем размере выборки [30]. 

Исследование, представленное в этой ста-
тье, направлено на дальнейшее изучение пре-
дикторов, определяющих успешное оконча-
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ние университета, и повышающих точность 
прогнозирования учебной производительно-
сти. В частности, на основе анализа более ран-
них исследований мы определили ряд параме-
тров для включения в модель прогнозирова-
ния, чтобы эмпирически 1) подтвердить или 
опровергнуть наличие переменных, не зави-
сящих от учебного контекста и особенностей 
национального образования, а также 2) ис-
следовать новые взаимосвязи для дополнения 
существующих. Поэтому здесь мы отдельно 
остановимся на обзоре уже констатируемых 
и доказанных связей между факторами, влия-
ющими на академическую успеваемость.

Связь между баллами на вступитель-
ных/выпускных экзаменах и успеваемо-
стью в университете. В зарубежных иссле-
дованиях указываются два основных фак-
тора, а именно предыдущая академическая 
успеваемость и демографические данные 
студентов (69% научных работ). Более 40% 
исследований указывают в качестве важного 
фактора предыдущую академическую успе-
ваемость, в том числе результаты средней 
школы, стандартизированного выпускного 
или вступительного теста [4]. Многие ис-
следователи считают, что именно первый 
год обучения является определяющим для 
успеваемости на всех последующих курсах, 
доказывая устойчивую связь между резуль-
татами средней школы и производительно-
стью в первый год обучения в высшем учеб-
ном заведении.

Вместе с тем исследователи фиксируют 
устойчивую связь между академической 
успеваемостью и баллами на вступительных 
экзаменах. Средняя оценка коэффициента 
корреляции между баллами по вступитель-
ным тестам в североамериканские универ-
ситеты (SAT и ACT) и показателем академи-
ческой успешности студента за весь период 
учёбы находится в интервале от 0,35 до 0,46 
с учётом стандартной ошибки. Таким обра-
зом, вступительные экзамены предсказыва-
ют 12–25% вариации оценок в вузе [31]. 

В России в высшие учебные заведения 
приём производится на конкурсной осно-

ве по результатам стандартизированных 
тестов (100-балльная шкала оценивания) 
по предметным областям – Единый госу-
дарственный экзамен (ЕГЭ). Чем выше балл 
ЕГЭ, тем выше шанс попасть в престижное 
учебное заведение [10]. Для зачисления на 
образовательную программу необходимо 
сдать не менее трёх стандартизированных 
тестов – один обязательный тест на знание 
государственного (русского) языка и два – 
по выбору учебного заведения. Как правило, 
российские университеты устанавливают в 
качестве вступительных экзаменов один тест 
по основной дисциплине специализации и 
один тест по профильной дисциплине. Об-
щий балл ЕГЭ для зачисления определяется 
путём суммирования результатов трёх ис-
пытаний.

В отличие от SAT и ACT в ЕГЭ совмеще-
ны выпускной и вступительный экзамены, он 
также выполняет функцию школьной оцен-
ки [11]. Совместный учёт результатов всту-
пительных экзаменов и средней школьной 
оценки в одной модели значительно повыша-
ет успешность предсказания академических 
достижений. Российскими исследователями 
с применением статистических алгоритмов 
показано, что от 13 до 30% успеваемости на 
1-м курсе объясняются суммарным баллом 
ЕГЭ. ЕГЭ по математике и русскому языку 
почти на всех направлениях оказываются 
лучшими предикторами успеваемости, чем 
ЕГЭ по профильным предметам. 

Несмотря на доказанное прогностиче-
ское влияние прошлой успеваемости на 
успеваемость в университете в предыду-
щем нашем исследовании на данных 14 724 
учащихся, окончивших Казанский (При-
волжский) федеральный университет, мы 
обнаружили, используя несколько методов 
машинного обучения, что точность прогно-
зирования при удалении такой переменной, 
как ЕГЭ, снижается несущественно [32]. Та-
ким образом, наше предыдущее исследова-
ние подтвердило гипотезу о том, что наряду 
с результатами ЕГЭ в качестве предикторов 
учебной производительности в университете 
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необходимо использовать дополнительные 
переменные.

Средние показатели успеваемости в 
высшем учебном заведении (GPA и CGPA). 
Академическая успеваемость основана на 
среднем показателе успеваемости (GPA) или 
совокупном среднем уровне успеваемости 
(CGPA), которые представляют собой си-
стемы оценок, используемых в зарубежных 
высших учебных заведениях для определе-
ния шкалы оценок студентов. GPA рассчи-
тывается на один семестр или на год, тогда 
как CGPA рассчитывается на всю продол-
жительность курса. 

За последние пять лет в исследованиях, 
направленных на прогнозирование академи-
ческой успеваемости, можно наблюдать два 
основных подхода. Классификация, в кото-
рой CGPA является целевой переменной для 
задачи многоклассовой или бинарной клас-
сификации (буквенная оценка, или общий 
рейтинг, или категория бинарного класса 
«прошёл / не прошёл»). Что касается друго-
го подхода, это регрессия, при которой про-
гнозируется численное значение CGPA [4].

Для измерения учебной производитель-
ности в нашем исследовании использова-
лись количественные значения GPA1, GPA2 
и CGPA в 100-балльной шкале. Значение 
CGPA рассчитывалось как среднее значение 
успеваемости за весь период обучения путём 
деления общей суммы набранных баллов по 
всем дисциплинам с учётом учебной произ-
водительности в семестре и итоговой оценки 
(max=100) на общее количество оценённых 
дисциплин. Аналогично рассчитывались 
значения GPA1 (средний показатель успева-
емости за первый семестр обучения) и GPA2 
(средний показатель успеваемости за второй 
семестр обучения). Значения GPA1 и GPA2 
применялись в модели для проверки гипо-
тезы о том, что первый год учёбы является 
определяющим для успеваемости на всех по-
следующих курсах.

Цель нашего исследования состоит не в 
том, чтобы установить точное значение успе-
ваемости каждого учащегося, а в том, чтобы 

предложить модель бинарного прогнозиро-
вания (обучение / досрочное выбытие) для 
определения потенциальной группы риска 
учащихся. Это окажет поддержку админи-
стративным центрам высших учебных заве-
дений в разработке дифференцированных 
действий по отношению к неоднородным 
группам студентов, а также более эффектив-
ному распределению ресурсов [29].

Оплата обучения. В российских универ-
ситетах специализации, востребованные в 
экономике, бюджетируются государством. 
Бюджетное место гарантирует студенту от-
сутствие оплаты за обучение и выплату фи-
нансовой поддержки в виде стипендии за 
академическую успешность. Количествен-
ное распределение бюджетных мест по спе-
циализациям устанавливается государствен-
ным заказом. Приоритет зачисления на бюд-
жетные места получают студенты, имеющие 
высокие баллы ЕГЭ. Другая часть студентов 
самостоятельно оплачивает обучение в уни-
верситете, не получая финансовой поддерж-
ки. При обучении с полной занятостью и с 
самостоятельной платой за обучение сту-
дент либо подрабатывает, либо ищет финан-
совую поддержку у родителей.

Д. Делён пришёл к выводу, что наиболее 
важными факторами отсева учащихся, кро-
ме их прошлых и настоящих академических 
достижений, является получение финансо-
вой помощи на оплату обучения [33]. Чтобы 
проверить эту гипотезу, в нашем исследова-
нии мы используем фактор оплаты за обуче-
ние как один из базовых предикторов.

Специализация. Диапазон отсева сильно 
колеблется в зависимости от специализации: 
отсев студентов на специальностях STEM, 
включая инженерные и технологические, 
значительно выше, чем на других специаль-
ностях, и достигает, например, в США 60% 
[34]. Эта проблема выходит за рамки наци-
ональных систем образования и является 
мировой тенденцией. Это подтверждает об-
зор публикационной активности, в котором 
показано, что большинство дисциплин, за-
действованных в статьях об искусственном 
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интеллекте в образовании, происходят из 
компьютерных наук и STEM [1].

Исследования факторов отсева и удержа-
ния на специальностях STEAM часто имеют 
схожие результаты и демонстрируют, что 
показатели предварительной подготов-
ки, такие как средний балл средней школы 
(HSGPA) и баллы ACT или SAT, в сочета-
нии с CGPA, дают статистически значимые 
устойчивые модели [34]. На примере инже-
нерных и технологических специальностей 
доказана значимость средней оценки успе-
ваемости и такого фактора как время, затра-
ченное на получение степени [29]. Целый ряд 
исследователей сосредоточились на прогно-
зировании успеваемости по физике как дис-
циплине, вызывающей проблемы у студен-
тов [30; 34; 35], и других дисциплинах STEM, 
которые преподаются на первом курсе [36].

В российских высших учебных заведениях 
в первые 2,5 года обучения доля студентов, 
отчислившихся с инженерных направлений 
подготовки (25%), значительно превышает 
аналогичный показатель на других направ-
лениях (19%) [37]. Российские исследования 
показывают, что факторами отсева могут 
быть рейтинг университета (элитный/массо-
вый), низкий балл ЕГЭ по математике, сла-
бая мотивация и спад интереса к специаль-
ностям STEM [37; 38].

В нашем исследовании на данных разно-
профильного федерального университета 
специализация будет рассматриваться как 
важная переменная, влияющая на общую 
точность и чувствительность модели нейрон-
ной сети. Чтобы доказать или опровергнуть 
влияние школьной подготовки по STEAM 
дисциплинам на риск досрочного выбытия 
из российского университета, в качестве пе-
ременных мы исследуем результаты по каж-
дому из стандартизированных тестов ЕГЭ. 

Набор данных
Для такого классификатора, как нейрон-

ная сеть, имеет значение полный набор дан-
ных, который не содержит пропущенных 
значений и ошибок [4], поэтому на первом 

этапе исследования были созданы (с исполь-
зованием языка программирования Python) 
программные модули для очистки данных 
от неполной, недостоверной или ошибоч-
ной информации и для выбора обучавшихся 
с аналогичными характеристиками. Далее 
данные собирались таким образом, чтобы 
информация по заданным параметрам (пре-
дикторам), которая содержится в универси-
тетском хранилище данных, агрегировалась 
в уникальной записи каждого выпускника / 
досрочно выбывшего. 

База исследуемых данных формировалась 
в соответствии со следующими ограничени-
ями: (1) выпускники / досрочно выбывшие 
Казанского (Приволжского) федерального 
университета, (2) базовое высшее образо-
вание (бакалавриат), (3) наличие результа-
тов ЕГЭ по трём дисциплинам и (4) наличие 
полных данных об учебной успеваемости/
неуспеваемости в университете за полный 
четырёхлетний цикл обучения в информаци-
онной системе университета. База содержит 
данные о выпускниках / досрочно выбывших 
в четырёх полных циклах обучения в уни-
верситете: 2012–2016, 2013–2017, 2014–2018, 
2015–2019. 

Для обобщённого описания когорты 
студентов были использованы термины 
«graduate» и «attrition»: «graduate» – это 
доля студентов, переходящих с одного года 
обучения на другой, «attrition», соответ-
ственно, означает студентов, не перешедших 
на следующий год обучения, то есть выбыв-
ших до полного срока окончания образова-
тельной программы [6].

В исследовании для проверки гипотезы о 
возможности переноса модели в разные кон-
тексты мы использовали три выборки пред-
варительно очищенных и сбалансированных 
данных: data set 1_ University (все направ-
ления подготовки), data set 2_ Management, 
Economics and Finance, data set 3_ Engineering, 
Technology and Сomputer Science. Под кон-
текстом в данном случае понимается интен-
сивность досрочного выбытия студентов в 
зависимости от направления подготовки. Для 
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Казанского (Приволжского) федерального 
университета характерна общероссийская 
тенденция: отсев студентов на специально-
стях STEM, включая инженерные и техноло-
гические (data set 3_ Engineering, Technology 
and Сomputer Science), значительно выше, чем 
на других специальностях. В то же время от-
сев по направлениям подготовки, связанным 
с экономикой, финансами и управлением, 
является одним из самых низких (data set 2_ 
Management, Economics and Finance). Таким 
образом, были сформированы два дополни-
тельных набора данных с различной динами-
кой досрочного выбытия студентов.

В data set 1_ University (все направления 
подготовки) были созданы 26 910 уникальных 
записей «graduate»/«attrition». Принадлеж-
ность к специализации кодировалась в виде 
укрупнённых блоков: 1) медицина, биология 
(855 человек); 2) естественные науки (1992 че-
ловек); 3) гуманитарные, поведенческие, со-
циальные науки и образование (4464 человек); 
4) филология и журналистика (3520 человек); 
5) менеджмент, экономика и финансы (6902 
человек) 6) инженерные и компьютерные на-
уки (6550 человек), 7) юриспруденция (2627 
человек). Данные выборки о специализации 
отражают пропорции распределения специ-
ализаций в университете. Кроме того, данная 
выборка уравновешена по циклам обуче-
ния (в среднем 20–25% уникальных записей 
«graduate»/«attrition» на каждый цикл).

Под генеральной совокупностью мы по-
нимаем общую численность «graduate»/ 
«attrition» Казанского (Приволжского) фе-
дерального университета за четыре полных 
цикла обучения в университете: 2012–2016, 

2013–2017, 2014–2018, 2015–2019. В data set 1_ 
University (все направления подготовки) вы-
борочная совокупность полностью очищен-
ных данных составила 61,6% от генеральной 
совокупности, из них выпускников 60,4%, 
выбывших досрочно – 66,3%. В data set 2_ 
Management, Economics and Finance выбороч-
ная совокупность полностью очищенных дан-
ных составила 72,5% от генеральной совокуп-
ности, из них выпускников 69,6%, выбывших 
досрочно – 91,4%. В data set 3_ Engineering, 
Technology and Сomputer Science выборочная 
совокупность полностью очищенных данных 
составила 68,1% от генеральной совокупно-
сти, из них выпускников 72,2%, выбывших до-
срочно – 59%. Таким образом, выборочную 
совокупность по всем трём наборам данных 
в когортах «graduate»/«attrition» можно счи-
тать репрезентативной (Табл. 1). 

Предварительный анализ полной не-
очищенной базы данных «attrition» (8769 
человек за указанный период) показал, что 
в Казанском (Приволжском) федеральном 
университете доминируют четыре причи-
ны досрочного выбытия: «академическая 
неуспеваемость» (44%), «по собственному 
желанию» (27%), «в связи с расторжени-
ем договора на обучение по неуважитель-
ной причине» (11%), «в связи с переводом 
в другое образовательное учреждение» 
(9%), 8% приходятся на другие причины 
(здоровье, дисциплинарные нарушения  
и т. д.). Данные причины классифицируются 
в административных целях. Более детальный 
анализ CGPA выявил значительное число 
студентов с низкими баллами успеваемости 
в категориях «по собственному желанию» 

Таблица 1
Репрезентативность выборочной совокупности 

Table 1
Representativeness of the sample

Data set 1_ University
Data set 2_ Management,  
Economics and Finance

Data set 3_ Engineering,  
Technology and Сomputer Science

Генеральная совокупность / 
выборочная совокупность

43 677/26 910 9513/6902 9614/6550

Из них:
«Graduate», чел. 34 908/21 095 8216/5716 6651/4802
«Attrition», чел. 8769/5815 1297/1186 2963/1748
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и «в связи с расторжением договора на об-
учение по неуважительной причине». Нами 
было принято решение для сохранения ко-
горты «attrition» не исключать данные сту-
дентов, отчисленных по этим причинам.

Данные таблицы 2 подтверждают, что 
Data set 2_ Management, Economics and 
Finance и Data set 3_ Engineering, Technology 
and Сomputer Science не равновесны ещё по 
двум признакам: гендерная принадлежность 
и бюджетная/контрактная форма обучения. 
Это создаёт дополнительные условия для 
проверки гипотезы о возможности создания 
универсальной модели прогнозирования с ис-
пользованием искусственной нейронной сети 
без существенной потери точности на раз-
личных направлениях подготовки. Нейронная 
сеть, обученная и протестированная на вы-
борке Data set 1_ University, была использова-
на для набора данных Data set 2_ Management, 
Economics and Finance и Data set 3_ Engineering, 
Technology and Сomputer Science.

Модель искусственной нейронной сети
Нейронные сети являются одним из наи-

более сложных и ресурсоёмких методов 
машинного обучения, которые используют-
ся как в задачах регрессии, так и в задачах 
классификации и кластеризации. Имеются 

различные архитектуры нейронных сетей. В 
настоящее время наиболее часто использу-
емыми являются нейронные сети с прямыми 
связями, рекуррентные, свёрточные и гра-
фовые нейронные сети. Вне зависимости от 
архитектуры всей сети отдельные вычисли-
тельные элементы (нейроны) нейронных се-
тей выполняют взвешенное суммирование 
входного вектора данных и применяют к 
этой сумме нелинейную функцию, которая 
называется функцией активации нейрона. 
Основой обучения моделей, построенных 
на нейронных сетях, является алгоритм 
обратного распространения ошибки. Это 
итерационный алгоритм, с помощью ко-
торого пошагово выполняется настройка 
всех параметров (весов и смещений) всех 
нейронов сети. В задачах, связанных с об-
работкой табличных данных, в основном 
используются нейронные сети с прямыми 
связями, поэтому мы выбрали именно этот 
тип. Количество входов нейронной сети 
(размерность первого слоя) всегда равна 
количеству входных параметров. Между 
входным и выходным слоем нейронная 
сеть может содержать один или несколько 
скрытых слоёв. В нашей работе мы исполь-
зовали трёхслойную нейронную сеть с 46 
нейронами на входном слое, с функцией 

Таблица 2
Характеристика выборочной совокупности 

Table 2
Characteristics of the sample

Data set  
1_ University

Data set 2_ Management, 
Economics and Finance

Data set 3_ Engineering, Tech-
nology and Сomputer Science

Доля в выборке студентов, обучаю-
щихся в условиях полной занятости 
(очное обучение), %

96 94 99

Доля в выборке студентов, самосто-
ятельно оплачивающих обучение по 
договору (контрактная форма), %

56 73 28

Гендерное распределение в выборке, 
%

мужчины – 38
женщины – 62

мужчины – 33
женщины – 67

мужчины – 63
женщины – 37

Распределение в выборке по предыду-
щему образованию, %:
Лицей, гимназия 28 25 31
Школа 67 68 64
Второе профессиональное образо-
вание

5 7 5
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активации ReLU (линейный выпрямитель). 
Скрытый слой содержит 10 нейронов так-
же с функцией активации ReLU (Табл. 3). В 
данной работе мы решаем задачу бинарной 
классификации, поэтому на выходе имеется 
только один нейрон с сигмоидальной функ-
цией активации. Нейронная сеть обучалась 
в течение 1000 эпох с использованием опти-
мизатора Adam, функция потерь – бинар-
ная перекрёстная энтропия.

Следующим шагом стал отбор данных для 
обучения сети. Изначальный набор данных 
был не сбалансирован, так как количество 
данных, относящихся к когорте «graduate», 
оказалось намного больше, чем в «attrition». 
Этот недостаток может негативно повлиять 
на корректность оценки качества обученной 
нейронной сети [4]. Поэтому для каждого 
отдельного эксперимента по обучению ней-
ронной сети подготавливались сбаланси-
рованные наборы данных из общей выбор-
ки. По когорте «attrition» мы каждый раз 
включали весь набор (5815 человек), а для 
«graduate» каждый раз случайным образом 
брали выборку с количеством данных, рав-
ным количеству данных «attrition». Таким 
образом, общий набор данных, использо-
ванных в каждом эксперименте, по двум ко-
гортам составил 11 630 человек (для Data set 
1_ University), из которых 50% «graduate» и 
50% «attrition». На этапе обучения нейрон-
ной сети производилось деление исходной 
выборки на два подмножества: обучающая 
выборка (training set), которая используется 
для обучения нейронной сети, и тестовая вы-
борка (test set). На основе тестовой выборки 
вычислялись характеристики, описываю-

щие её точность (Accuracy, Precision, Recall, 
Specificity, F1).

Далее данные из 11 630 уникальных за-
писей (Data set 1_ University) были рандом-
но распределены в training set (70% данных) 
и test set (30% данных). Данная процедура 
(подготовка сбалансированного набора дан-
ных, обучение нейронной сети, вычисление 
характеристик точности) проводилась 10 
раз, и далее вычислялись средние значения 
характеристик, описывающих точность по 
всем 10 экспериментам, для достижения ста-
тистической достоверности результатов.

Благодаря данному алгоритму все имеющи-
еся данные по «graduate» и «attrition» были ис-
пользованы в экспериментах по обучению ней-
ронных сетей по всем трём наборам данных: 
Data set 1_ University, Data set 2_ Management, 
Economics and Finance и Data set 3_ Engineering, 
Technology and Сomputer Science. Общий 
сбалансированный набор данных Data set 
2_ Management, Economics and Finance со-
ставил 2372 человек, Data set 3_ Engineering, 
Technology and Сomputer Science – 3496. 

Количественные и качественные предикторы 
(переменные) досрочного выбытия

Для проверки выдвинутых гипотез в об-
учении и тестировании модели нейронной 
сети мы использовали четыре группы ко-
личественных и качественных факторов: 1) 
факторы, связанные с университетом, – об-
щий средний балл успеваемости за все пол-
ные семестры, общий средний балл успевае-
мости за 1-й и 2-й семестр, год поступления 
в университет, специализация, форма обуче-
ния (очная/заочная); 2) факторы, связанные 

Таблица 3
Характеристики используемой искусственной нейронной сети (ИНС)

Table 3
The parameters of used neural network

Входной слой Скрытый слой Выходной слой

Функция активации ReLU ReLU Sigmoid
Количество нейронов 46 10 1
Оптимизатор Adam
Количество эпох при обучении 1000
Функция потерь Бинарная перекрёстная энтропия
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с доуниверситетским обучением, – общий 
средний балл по трём вступительным/вы-
пускным стандартизированным тестам ЕГЭ, 
баллы по каждому стандартизированному 
вступительному/выпускному тесту ЕГЭ, по 
основной и профильной учебным дисципли-
нам ЕГЭ, уровень предыдущего образова-
ния; 3) пол и 4) оплата обучения (Табл. 4).

Для обучения и тестирования модели 
нейронной сети категориальные параметры 
подавались one-hot-кодированием, количе-
ственные – сырыми баллами (100-балльная 
шкала).

Результаты
Оценка качества и универсальности 

модели искусственной нейронной сети. 
В задачах машинного обучения для оценки 
качества моделей и сравнения различных 
алгоритмов используются определённые ме-
трики. Перед переходом к самим метрикам 
необходимо ввести важную концепцию для 

описания этих метрик в терминах ошибок 
классификации – confusion matrix (матрица 
ошибок).

Допустим, что у нас есть два класса и ал-
горитм, предсказывающий принадлежность 
каждого объекта одному из классов, тогда 
матрица ошибок классификации будет вы-
глядеть следующим образом (Табл. 5).

В библиотеке sklearn.metrics существует 
метод – confusion_matrix, который возвраща-
ет матрицу ошибок. На вход подаётся два век-
тора – вектор фактических значений и вектор 
классифицированных значений. С помощью 
матрицы ошибок были выявлены результаты 
основных метрик оценки качества нейрон-
ной сети в задачах классификации: Accuracy, 
Recall, Precision, Specificity, F1 Score.

Модель на Data set 1_ University демон-
стрирует высокую общую точность прогно-
за (Accuracy = 0,88), которая практически 
совпадает со средневзвешенным значением 
точности и отзыва (F1 Score = 0,87) из-за 

Таблица 4
Количественные и качественные факторы, используемые в качестве входных переменных 

искусственной нейронной сети
Table 4

Quantitative and qualitative factors used as neural network input variables

Предиктор Описание
Количественная/
Категориальная

CGPA Общий средний балл успеваемости за все полные семестры 100-балльная шкала
GPA1 Общий средний балл успеваемости за 1-й семестр 100-балльная шкала
GPA2 Общий средний балл успеваемости за 2-й семестр 100-балльная шкала

ЕГЭ
Общий средний балл по трём вступительным/выпускным 
стандартизированным тестам

100-балльная шкала

ЕГЭ1
Балл стандартизированного вступительного/выпускного теста 
по основной учебной дисциплине

100-балльная шкала

ЕГЭ2
Балл стандартизированного вступительного/выпускного теста 
по профильной учебной дисциплине

100-балльная шкала

ЕГЭ3
Балл стандартизированного вступительного/выпускного теста 
по русскому языку

100-балльная шкала

ЕГЭ1_ база Основная учебная дисциплина Категориальная
ЕГЭ2_ профиль Профильная учебная дисциплина Категориальная

Предыдущий уровень 
образования

Школа 
Лицей/гимназия
Второе профессиональное образование

Категориальная

Год поступления Дата начала обучения в университете Категориальная
Специализация Направление подготовки Категориальная
Форма обучения Очная/заочная Категориальная

Оплата
Самостоятельная оплата обучения (контракт) / за счёт 
поддержки государства (бюджет)

Категориальная

Пол Мужской/Женский Категориальная
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сбалансированного набора данных в training 
set и test set. F1 Score учитывает как ложные 
срабатывания, так и ложные отрицательные 
результаты. Доля найденных объектов ис-
комого класса («attrition») к общему числу 
объектов класса («attrition») составила 0,83 
(Recall). Более низкие значения Recall от-
носительно остальных показателей можно 
объяснить наличием в данных студентов, 
причины досрочного выбытия которых не 
связаны с учебной успеваемостью (Табл. 6). 

Для проверки устойчивости результатов 
мы также провели оценку точности моде-
ли, используя метод кросс-валидации. В 
этом случае весь набор данных базовой мо-
дели (Data set 1_ University) был разбит на 
10 частей (фолдов) с равным количеством 
уникальных записей в каждой. Далее было 
проведено 10 итераций обучения нейронной 
сети, во время каждой из которых один фолд 
выступал в роли тестового набора, а осталь-
ные – в роли обучающего набора, т. е. в каж-
дой итерации нейронная сеть обучалась на 
9 фолдах и тестировалась на одном фолде, 
последовательно смещавшемся на каждом 

шаге. Среднее значения точности по всем 
итерациям составило 0,875, что не отличает-
ся существенно от результатов, полученных 
методом разбивки набора данных на обуча-
ющую и тестовую выборку. 

При высоких значениях базовых пока-
зателей качества прогноза нейронной сети, 
данная модель демонстрирует несуществен-
ный разброс значений при десятикратном 
создании, обучении и тестировании. 

Доля верных срабатываний классифика-
тора к общему числу объектов за пределами 
класса «graduate» оказалась наиболее вы-
сокой – Specificity = 0,93. Последнее зна- 
чение – Specificity – в исследовательской 
части данного проекта представляется бо-
лее значимым. С точки зрения оперативного 
принятия решения о корректировке обра-
зовательной траектории студента ситуация 
ошибочного прогнозирования потенци-
ального выпускника с невысоким CGPA в 
качестве «attrition» (Recall) некритична по 
сравнению с ситуацией, когда в категорию 
«graduate» ошибочно попадают студенты с 
высоким риском выбытия из-за низкой успе-
ваемости (Specificity).

При пороге 25% (широкий отбор) доля 
правильных классификаций в категории 
«attrition» (Recall) значительно понижается 
(72% верных классификаций), но доля вер-
но отнесённых ИНС случаев в категорию 
«graduate» достигает 98%, «graduate» клас-
сифицируются с ошибкой 2%. 

При пороге 75% (узкий отбор) растёт доля 
правильных классификаций в категории «at-
trition» (Recall), но снижается доля правиль-
ных классификаций в категории «graduate» 

Таблица 5
Матрица ошибок

Table 5
Confusion matrix

Категория
Экспертная оценка

Положительная Отрицательная

Оценка 
системы

Положительная
Истинно-положительный  

(True Positive – TP)
Ложно-положительный  

(False Positive – FP)

Отрицательная
Ложно-отрицательный  

(False Negative – FN)
Истинно-отрицательный  

(True Negative – TN)

Таблица 6
Показатели производительности  

обученной ИНС на тестовом наборе данных
Table 6

Trained neural network’s performance  
metrics on the test neural network

Показатели качества Значения
Accuracy 0,88
Recall 0,83
Precision 0,91
Specificity 0,93
Fall-out (FPR) 0,07
F1 Score 0,87
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(Specificity), как следствие – 22% «graduate» 
ИНС классифицирует как «attrition». Precision 
значительно понижается (Табл. 7).

Таким образом, при использовании пол-
ного набора комбинированных данных пред-
лагаемая модель искусственной нейронной 
сети демонстрирует высокие значения пока-
зателей качества прогноза. 

Результаты обучения и тестирования 
на Data set 2_ Management, Economics and 
Finance и Data set 3_ Engineering, Technology 
and Сomputer Science говорят о том, что пе-
ренос основной модели прогнозирования на 
разные специальности в разнопрофильном 
университете возможен без потери общей 
высокой точности прогноза. На малых спе-
циализированных выборках выросла доля 
правильных классификаций в категории 
«attrition» (Recall) (Табл. 8).

Оценка важности и взаимосвязи пере-
менных. Включение всех собранных дан-
ных в анализ может привести к результатам 
ниже оптимального прогноза, особенно в 
случае избыточности данных или зависимо-
сти данных. Таким образом, важно опреде-

лить, какие переменные важны или должны 
быть включены в анализ [4].

Для проверки значимости переменных 
нами был использован метод прямого отбо-
ра (Forward selection) факторов: начинаем 
с пустого набора признаков, а затем итера-
тивно добавляем признаки, обеспечивающие 
наилучший прирост Accuracy.

Полученные результаты подтверждают 
ряд гипотез об устойчивых связях между 
факторами, уже констатированных в преды-
дущих исследованиях. Так, значения CGPA и 
GPA1 являются наиболее важными перемен-
ными, влияющими на общую точность про-
гноза ИНС – Accuracy. Вместе с тем наши 
данные показывают, что в комбинации с 
CGPA и GPA1 значительное влияние на про-
гноз оказывает год поступления в универси-
тет. Последовательное добавление осталь-
ных факторов в ряде случаев несущественно 
понижает точность прогноза (Табл. 9).

Выводы
Для прогнозирования отсева студентов 

разработаны и обучены довольно простые 

Таблица 7
Значения показателей производительности ИНС для разных порогов классификации

Table 7
The values of performance metrics for different thresholds

Порог 0,25 Порог 0,5 Порог 0,75

Accuracy 0,85 0,88 0,85
Recall 0,72 0,83 0,92
Precision 0,98 0,91 0,80
Specificity 0,98 0,93 0,78
FPR 0,01 0,07 0,22
F1 Score 0,83 0,87 0,86

Таблица 8
Показатели производительности ИНС для разных наборов данных

Table 8
Neural network’s performance metrics for different datasets

Показатели 
качества

Data set 1_ University
Data set 2_ Management,  
Economics and Finance

Data set 3_ Engineering,  
Technology and Сomputer Science

Accuracy 0,88 0,86 0,88
Recall 0,83 0,90 0,91
Precision 0,91 0,82 0,83
Specificity 0,93 0,90 0,92
Fall-out (FPR) 0,07 0,1 0,08
F1 Score 0,87 0,85 0,87
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модели-классификаторы, построенные на 
основе полносвязных трёхслойных ней-
ронных сетей с прямыми связями. На вход 
нейронных сетей в качестве входных пара-
метров подавались вектора, содержащие 
15 числовых и категориальных факторов, 
характеризующих отдельного студента. 
Модели обучалась на решение задачи бинар-
ной классификации (студент успешно за-
вершит обучение / студент не завершит об-
учение). Для проверки гипотезы о возмож-
ности переноса модели в разные контексты 
были использованы три выборки данных, 
различающиеся направлением подготовки 
студентов. Оценка важности влияния от-
дельных предикторов на результат прогно-
за выполнена на основе метода исключения 
переменных. Точность прогноза обученных 
нейронных сетей оценена на основе параме-
тров Accuracy, Recall, Precision, Specificity, 
F1 Score на тестовой выборке, а также по-
строена ROC-кривая.

Можно дискутировать с тезисом о том, 
что машинное обучение нацелено исклю-
чительно на прогнозирование результатов 
обучения, а не на исследование причинно-
следственных связей [39]. Любой алгоритм 
интеллектуального анализа данных зависим 
не только от технических характеристик, но 

и от полноценного набора данных и в этом 
смысле EDM для прогноза академической 
успеваемости оперирует такими категория-
ми, как «значимая» или «незначимая» пере-
менная. Подтверждение значимости такого 
фактора, как год поступления в университет, 
означает, что влияние на учебный опыт сту-
дента оказывают эффекты взаимодействия 
«преподаватель-студент» или более широ-
ко – «система обучения-студент» (измене-
ния организационных условий обучения, 
состава студенческих групп, состава препо-
давателей, содержания учебных программ).

Дискуссионным остаётся вопрос о воз-
можности тиражирования данной модели 
прогнозирования на другие университеты. 
Этот вопрос нуждается в дополнительном 
экспериментальном подтверждении, так как 
у каждого учебного заведения своя политика 
распределения оценок, что затрудняет при-
равнивание одного и того же общего среднего 
балла успеваемости за все полные семестры к 
разным университетам [40]. Процесс инфля-
ции оценок за успеваемость может оказывать 
влияние на точность прогнозирования.

При наличии трёх базовых предикторов – 
общий средний балл успеваемости, год по-
ступления, общий средний балл успеваемости 
за 1-й семестр – влияние таких факторов, как 

Таблица 9
Значимость параметров

Table 9
The variable’s significance

Accuracy Precision Recall Specificity F1

CGPA 0,801 0,847 0,724 0,875 0,781
Год поступления 0,806 0,853 0,729 0,879 0,786
GPA1 0,865 0,904 0,808 0,919 0,853
Специализация 0,871 0,907 0,822 0,919 0,862
GPA2 0,877 0,915 0,825 0,927 0,868
ЕГЭ2_ профиль 0,870 0,905 0,820 0,918 0,860
Пол 0,877 0,915 0,824 0,927 0,868
Форма обучения 0,872 0,904 0,826 0,916 0,863
ЕГЭ1 0,877 0,914 0,826 0,925 0,868
ЕГЭ3 0,877 0,911 0,830 0,922 0,868
ЕГЭ 0,877 0,902 0,834 0,914 0,869
Предыдущий уровень образования 0,876 0,906 0,832 0,917 0,867
ЕГЭ1_ база 0,875 0,913 0,822 0,926 0,865
ЕГЭ2 0,874 0,899 0,838 0,909 0,867
Оплата 0,877 0,906 0,835 0,918 0,869
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ЕГЭ и оплата обучения, оказалось минималь-
ным. Как нам кажется, данный вывод тоже 
может быть связан со спецификой рассматри-
ваемого университета и этот вывод нуждается 
в дополнительном подтверждении с исполь-
зованием данных других университетов.

Таким образом, наше исследование не 
только подтвердило ряд уже существую-
щих гипотез о влиянии ряда факторов на 
прогнозирование академической успева-
емости, но и выдвинуло предположение о 
необходимости проверки их универсально-
сти или специфичности в конкретном выс-
шем учебном заведении. Вместе с тем мы 
также доказали, что модель искусственной 
нейронной сети с определённым набором 
атрибутов может применяться в контексте 
отдельного высшего учебного заведения, 
независимо от специализации.
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